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Abstract    A  set  of  multi-mode  integration  technology  of  numerical  prediction  based  on  machine  learning  method  XGBoost  and

consideration of the influence of topographical features has been preliminarily developed. Its integration effect was compared with

that of traditional equal weight average and linear regression methods. Based on the data products of the rapid update cycle numerical

prediction system in Beijing, which can provide cycle predictions including 2 m air temperature, 2 m relative humidity, 10 m wind

speed and 10  m wind direction  near  the  ground 8  times  a  day,  three  integrated  models  of  multi-model  forecast  time lag  integrated

models were construct based on the machine learning method XGBoost,  the equal weight average method and the linear regression

method,  respectively.  Experiments  were  conducted  to  compare  and  analyze  the  effect  of  the  integrated  correction  of  model

predictions  at  different  times  in  a  warm  and  a  cold  season  every  day.  The  results  indicate  that  in  the  seasonal  test,  the  integrated

prediction results of 2 m air temperature and 10 m full wind speed based on the XGBoost model are significantly improved compared

with  the  original  optimal  prediction  results,  and  are  much  better  than  the  results  of  the  other  two  traditional  methods.  Using  the

XGBoost method, the error of 2 m air temperature integration can be reduced by 11.02%—18.09%, the error of 10 m full wind speed

integration can be reduced by 31.23%—33.22%, and the error of 10 m wind direction integration can be reduced by 4.1%—8.23%.

The  integrated  forecast  error  of  2  m  relative  humidity  is  close  to  the  that  from the  traditional  method. As  a  whole,  the  developed

multi-mode  integrated  prediction  model  based  on  XGBoost  can  fully  "excavate"  the  advantages  of  different  modes  or  the  rapid

updating cycle prediction at different times, and therefore effectively reduces the systematic error of the mode and provides a multi-

mode integrated deterministic prediction product with higher accuracy.
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摘     要     初步研发了一套基于机器学习方法 XGBoost且考虑地形特征影响的数值预报多模式集成技术，并与传统的等权重平均

和线性回归方法的集成效果进行了对比分析。利用北京地区快速更新循环数值预报系统每天 8次循环预报给出的近地面 2 m

温度、2 m相对湿度、10 m风速、10 m风向数据产品，分别基于机器学习方法 XGBoost、等权重平均方法、线性回归方法构建了
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3种体现地形因子影响的多模式预报时间滞后集成模型。试验对比分析了暖季、冷季每日不同时刻的模式预报集成订正效果。

结果表明：分季节试验中，基于 XGBoost模型对 2 m温度、10 m风速的集成预报结果相对原始最优预报结果误差明显优于其他

两种传统方法。XGBoost对 2 m温度集成的误差可降低 11.02%— 18.09%， 10 m风速集成误差可降低 31.23%— 33.22%， 10 m

风向集成误差可降低 4.1%—8.23%。2 m相对湿度的集成预报误差与传统方法接近。基于 XGBoost的多模式集成预报模型可以

充分“挖掘”不同模式或不同时刻快速更新循环预报优点，有效降低模式的系统性误差，提供准确性更高的多模式集成确定性预

报产品。

关键词    集成， 数值预报， 机器学习， XGBoost， 线性回归， 等权重

中图法分类号    P456

1    引　言

精准的天气预报是社会发展、防灾减灾、城市

安全运行、民众生活等急需的。近几十年来，随着

大气科学理论、观测手段、数值计算方法和计算机

技术的迅速发展，数值天气预报的准确率不断提

升，成为现代天气预报最为重要的工具。但因为数

值模式本身的不确定性及大气系统的非线性，数值

预报还存在较为显著的误差。

数值天气预报模式不断改进完善，发展了集合

预报技术用于提升天气预报的准确性（Stensrud，et
al，2000；Mylne，et al，2002）。同时，借鉴集合数值

天气预报的思路，将不同的数值模式预报或者同一

数值模式系统的多个成员预报进行集成和偏差订

正，以获得更为精确的预报结果（Huang，et al，2012；
Lu，et  al，2007）。在多模式集成和偏差订正方面，

时间滞后集成订正预报是重要的技术之一。多元

线性回归在时间滞后集成预报方面得到较好应用，

根据数值预报成员的不平衡程度选择不同的权重，

从而降低模式预报误差。Yuan等（2009）采用时间

滞后模型进行北美加州河流域短时定量降水和概

率降水预报，表明在早期初始化的预测周期中添加

更多的成员可以显示出更优的预报结果。Chang等

（2012）在时间滞后多模式集成预报系统的基础上，

利用局域分析与预报系统对台湾地区开展了降水

概率定量预报研究。Chen等（2013）对美国国家环

境预测中心（NCEP）气候预测系统（CFSv2）的整体

滞后季节预报进行了分析，提出预测基于滞后集成

时存在最优滞后集成时间。Lu等（2007）使用时间

滞后集成预报系统对比了等权重和线性回归两种

集成方法，结果表明二者均能提高短期预报，线性

回归方法相对于等权重更有优势。

近年来，针对数值预报结果开展了大量的后处

理工作，形成了多种数值预报订正技术：（1）统计订

正方法，如基于多元线性回归的模式输出统计方法

（MOS）（Glahn，et  al，1972）、完全预报法、卡尔曼

滤波法、相似集合法（王在文等，2019；Monache，et
al，2013）等；（2）机器学习方法，如人工神经网络

（赵声蓉，2006）、支持向量机（Han，et  al，2017；杨
璐等，2018）等技术。

机器学习作为一种大数据统计方法，近年来广

泛应用于数值天气预报模式结果的偏差订正方面

（Whan，et  al，2018）。Yuan等（2007）利用人工神

经网络试验校正定量降水预报；黄威等（2017）利用

支持向量机回归模型做中期强降雨集成预报；

Han等（2017）借助支持向量机回归模型进行强对

流天气预报；Gagne Ⅱ等（2014）使用逻辑回归、随

机森林做定量降水预报；Sprenger等（2017）基于自

适应增强学习算法对焚风进行临近预报。Chen等

（2016）首次提出 XGBoost算法，该算法是梯度增

强机器学习算法（Friedman，2001）的扩展和优化版

本，可以减少模型的过拟合。过拟合是机器学习模

型在训练数据过程中过度解读数据，导致训练好的

模 型 不 能 很 好 适 用 其 他 独 立 样 本 数 据 。 另 外

XGBoost算法与其他算法相比还有一个优势，即在

调整模型超参数上花费的时间更少（Chen， et  al，
2016）。Haberlie等（2018a，2018b）对比了随机森

林、梯度增强、XGBoost方法在雷达强度回波图像

拼接识别中纬度中尺度对流系统的能力，发现

XGBoost算法的优势更加明显。XGBoost算法因

优良的学习效果以及高效的训练速度获得广泛的

关注和应用。但是，XGBoost算法对于模式预报集

成和偏差订正方面的研究尚未有太多尝试。

数值预报误差分析与订正主要是为了寻找观

测与数值模式输出之间的关系模型，并利用该模型

将多个模式预报转变为一个单值预报，以获得更准

确的预报结果。文中的短期数值天气预报误差分

析与订正是指使用机器学习方法，集成 RMAPS-
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ST和 ECMWF-IFS模式预报结果，最终获得更接近

实际的预报效果。使用机器学习的 XGBoost算法

构建了考虑地形特征的数值预报多模式时间滞后

集成模型，并与传统的等权重平均和线性回归方法

的集成效果进行了对比分析，通过对北京地区观测

站点多种气象要素进行集成预报，挖掘不同集成方

法对不同气象要素的影响，探究机器学习方法在多

模式集成和偏差订正方面的优缺点和可用性。

2    方　法

2.1    等权重平均方法

m1 m2 ···

mk

 n∑
j=1

k∑
i=1

mi, j


−1

等权重平均方法是多模式集成预报最基本的

技术方法（Lu，et  al，2007）。假设有 n 个数值预报

模式，每一个数值预报模式的成员分别是 、 、 、

，每个预报的权重则为 ，对数值预报

各成员集成后的预报为

F̂ =
n∑

j=1

mk∑
i=1

Fi, j

/ n∑
j=1

k∑
i=1

mi, j （1）

Fi, j

F̂

式中， 为预报成员，是模式插值到站点上的预报

结果， 为集成结果， i 为预报时效， j 为数值预报模

式序号，共 n 个模式。

2.2    基于线性回归的不等权重方法

线性回归模型（Lu，et  al，2007）将地形特征和

数值模式各预报成员联系起来作为回归模型的输

入特征，根据各个输入特征的不平衡程度分配相应

的权重，从而进一步降低多模式集成的误差。线性

回归模型表示为

F̂ = a+
N∑

k=1

bkF i, j+ ckH （2）

a bk

Fi, j ck

式中， 为随机干扰， 为数值预报模式各成员的权

重， 为预报成员， 为各站点高度的权重，H 为站

点高度。

2.3    XGBoost 算法

XGBoost算法（Chen，et  al，2016）是由决策树

衍生出的机器学习方法，是多决策树集成算法即梯

度增强机器学习算法（Friedman，2001）的扩展和优

化版本。决策树（又称分类与回归树，Classification
and  Regression  Tree） 和 提 升 学 习 （ Boosting） 是

XGBoost的基本组成部分。

2.3.1    决策树

决策树可以理解为计算机自动学习决策点的

流程图。训练过程中，在每个分支节点上，算法会

考虑一些潜在的问题来分割数据，选择分割是为了

最小化预测的误差，可以是类别、概率或实值

（McGovern，et al，2017）。决策树算法步骤为：

D = {D1,D2, ···,Dn}
Di = s Ds1 Ds2

（1）考虑训练集的所有数值预报成员和地形特

征，遍历每一个数值预报成员和地形特征下所有可

能的取值或者切分点，将数据集

按照最优切分点 划分成两部分（ 和 ）。

（2）分别计算上述两个子集的平方误差和，选择

最小平方误差对应的特征与分割点，生成两个子节点。

（3）对上述两个子节点递归调用步骤（1）、（2），
直到满足停止条件。决策树停止的条件有：（a）深
度达到指定条件（试验中深度设为 6），节点的深度

可以理解为节点与决策树根节点的距离，如根节点

的子节点深度为 1，因为这些节点与根节点的距离

为 1，则子节点的深度要比父节点的深度大 1。决

策树的深度是所有叶子节点的最大深度，当深度到

达指定的上限，停止分裂。（b）节点的数据量小于

指定数量（试验中节点数据量设为 1），当节点数据

量较小时，树再分裂容易增加误差。（c）平方误差

和下降值小于指定阈值（试验中阈值设为 0）。
2.3.2    提升学习

XGBoost是多个决策树的集成，集成方法为提

升学习集成。提升学习是将单个决策树串联起来

的一种集成学习方式，每一个决策树都依赖前一个

决策树的结果。在 XGBoost算法内，为了减少上一

棵决策树训练结果的误差，下一棵树的目标值不再

是真实值而是上一棵树的误差。文中集成步骤为：

Fi

Ô

（1）设有一个样本由多个数值预报成员值（ ）

和一个地形特征（H）及观测值（O）组成。第一棵决

策树用这个样本训练得出一个预测值（ ）（图 1a）。

Fi

O− Ô

（2）第二棵决策树训练时输入样本变为多个数

值预报成员值（ ）和一个地形特征（H）及观测预报

差（ ）（图 1b），之后的决策树输入为前一棵决

策树的误差，依此类推，直到达到设定的树数量。

例如，当设定树数量为 5时，则当训练完第 5棵树，

XGBoost停止训练。

文中基于 XGBoost算法构建数值预报多模式

时间滞后集成模型时，考虑了不同海拔高度特征对
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预报误差的影响，因而模型构建中增加了地形因

素。在具体试验中将站点高度作为输入样本的成

员参与训练，如图 1中 H 为站点高度。

3    试验与检验

3.1    数　据

数值模式预报数据分别来自区域和全球模式

输出结果。区域模式数据是北京市气象局的睿图

短期预报子系统（RMAPS-ST）3 km分辨率格点预

报资料，全球模式数据是欧洲中期天气预报中心

（ECMWF）的全球预报系统（ECMWF-IFS）0.125°分
辨率格点预报数据。两套模式资料的时间均为

2017年 5— 8月 及 2018年 1月 — 2019年 2月 。

RMAPS-ST每天 3  h循环更新预报，ECMWF-IFS
每天 00和 12时（世界时，下同）更新预报。

集成试验针对北京地区的自动气象观测站进

行。为了进行对比，空间上采用反距离加权插值方

法（Ware，et al，1991）将上述模式预报数据插值到

北京地区的自动气象观测站上，共 295个站。以

200 m地形等高线划分平原和山区，平原站 179个，

山区站 116个（图 2）。时间上，因为自动气象观测

站的观测为 5 min间隔，两套数值模式的预报数据

间隔均为 1 h，所以将自动气象观测站整点的观测

数据与相应时刻模式的预报数据进行匹配。集成

试验的气象要素包括：2 m气温、2 m相对湿度、10 m
风速、10 m风向。

首先，进行数据质量控制和预处理。为满足建

模需要，若一条样本的预报或观测数据为空或者无

效，则同时剔除该样本对应的观测或者预报数据，

即观测和预报同时有效才计作一组有效样本。

参考时间滞后模型预报成员的获取方式提取

数值模式预报成员（Lu，et al，2007）（图 3）。图 3中

红色箭头表示当前时刻，黑色线代表能预报到当前

时刻的起报时次。例如，RMAPS-ST模式预报时刻

在 21— 00时的预报成员包括前一天 00、 03、 06、
09、12、15、18、21时起报的 8个成员，预报时效分

别 为 24、 21、 18、 15、 12、 9、 6、 3  h。 ECMWF-
IFS模式预报时刻在 00—12时的预报成员包括当

天的 00时、前一天的 00、12时起报的 3个预报成

员，预报时效分别为 36、24、12 h。
3.2    训练和测试集构建

采用训练集数据进行建模，测试集数据进行模

型验证和对比分析。试验中训练集构建方法为：按

照季节分配训练和测试数据集，将 5—8月作为暖

季，10—12月及 1—2月作为冷季。研究中进行 4批

试验，分别为：2017年 5—7月作为训练集，2017年

8月作为测试集；2018年 5—7月作为训练集，2018年

8月作为测试集； 2018年 10— 12月作为训练集，

2019年 1月作为测试集； 2018年 10— 12月以及

2019年 1月作为训练集，2019年 2月作为测试集。

3.3    检验方法

（1）均方根误差

均方根误差（RMSE）是回归问题最常用的性能
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i

目标值

(b) 第二棵树输入样本示例:

Ô

图 1    输入样本示例

Fig. 1    Input samples
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≤200 m
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海拔高度 (m)

＞200 m

图 2    集成试验所用的北京地区观测站点分布

Fig. 2    Distribution of observation sites in Beijing area
used in the integration test
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评判指标之一，公式为

RMSE =

√√
1

NF

NF∑
i=1

(Fi−Oi)2 （3）

NF i Fi i

Oi i

式中， 为预报总站数， 为预报站标识， 为第 站

预报值， 为第 站观测值。

（2）平均绝对误差（MAE）
风向的检验参考中国气象局《QX/T 229—2014

风预报检验方法》。风向预报平均绝对误差为预报

风向角度（或预报风向方位对应的中心角度）与观

测风向角度误差绝对值的平均值。风向与其他要

素不同，预报值与观测值需要经过前期处理再使用

检验公式评估。前期处理阶段，主要是判断预报值

与观测值的差值，如果差值小于 180°则差值不变；

如果差值大于 180°且预报值大于观测值则预报值

减 360°，如果预报值小于观测值则观测值减 360°。
检验公式为

MAEd =
1

NF d

NF d∑
i=1

∣∣∣Fd,i−Od,i

∣∣∣ （4）

NF d i

Fd,i i Od,i i

式中， 为风向预报总站数， 为风向预报站标识，

为第 站风向预报值， 为第 站风向观测值。

3.4    试验结果

3.4.1    2 m气 温
图 4是 2 m气温观测的最大与最小值、四分位

数、均值。从观测和误差趋势可以看出，暖季（图 4a、
b）气温越高误差越大，冷季（图 4c、d）气温越低误

差越大。从 2 m气温均方根误差可以看出，原始数

值预报（散点）的误差较大，经过集成以后预报误差

明显减小，且不论哪种方法都能使集成以后预报的

系统误差大幅减小。整体来看，XGBoost优于线性

回归，线性回归优于等权重平均。XGBoost对暖、

冷季气温集成预报误差比原始各成员预报以及等

权重和线性回归集成都有明显降低，是均方根误差

最小的一种集成方法，其次是线性回归。等权重分

配法对原始预报误差也有很大改善，但其误差量级

与原始模式成员的最小预报误差接近。

气温预报误差有较明显的日变化，均方根误差

曲线呈单峰分布，2017（图 4a）和 2018（图 4b）年暖

季 06时误差最大，ECMWF-IFS的原始预报误差分

别为3.37和3.43℃，采用XGBoost集成后降至1.83℃；

2019年 冷 季 1月 05时 误 差 最 小 （ 图 4c） ， 其 中

RMAPS-ST为 1.70℃，采用 XGBoost、线性回归集

成以后分别降至 1.48、1.53℃；冷季 2月 08时误差

最小（图 4d），RMAPS-ST为 1.47℃，采用 XGBoost、
线性回归集成以后分别降至 1.42和 1.40℃。

为了阐述方便，在后续评估过程中使用的名词

缩写如表 1。可以看出，暖季 3种方法对地面 2 m
气温的集成效果均优于冷季（表 2）。XGBoost集成

预报在暖季优势最明显，2017和 2018年暖季分别

提高18.09%和17.64%，2019年冷季1月提高11.02%，

2月提高 11.39%；基于线性回归的集成预报结果在

2017和 2018年 暖 季 分 别 提 高 14.06%和 9.12%，

2019年冷季 1月提高 2.12%，2月提高 3.64%；等权

重平均在 2017和 2018年暖季分别提高 3.20%和

4.00%，而 2019年冷季，等权重平均集成后比原始

预报成员的最优预报结果有所降低。

为了进一步探究气温集成误差，分别对北京地

区山区和平原进行集成试验（图 5）。2017年暖季

00—03时及 15—23时平原的 3种集成误差相对较

小，其他时刻平原与山区误差基本一致（图 5a）。
2018年暖季在 04—08时平原的集成误差相对较

小，其他时刻山区与平原的误差基本一致，但山区

的等权重误差相对较大（图 5b）。冷季 2019年 1月

00—06时平原集成误差相对较小明显，其他时刻平

 

(a) RMAPS-ST (b) ECMWF-IFS

00:00 06:00 12:00 12:0018:00 00:00 00:00 00:00

当前时刻 当前时刻

图 3    数值模式预报成员的提取示意 （a. RMAPS-ST预报成员， b. ECMWF-IFS预报成员）

Fig. 3    Extraction diagram of members of numerical weather prediction
（a. RMAPS-ST forecast members， b. ECMWF-IFS forecast members）
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图 4    RMAPS-ST和 ECMWF-IFS对北京地区 2 m气温预报集成结果 （RMAPS-ST和 ECMWF-IFS代表原始预报数据，

EWA代表等权重集成，GLAR代表线性回归集成，XGB代表机器学习方法集成；“×”表示均值；

a. 2017年 8月，b. 2018年 8月，c. 2019年 1月，d. 2019年 2月）

Fig. 4    RMAPS-ST and ECMWF-IFS were used to integrate the results of 2 m temperature prediction in Beijing （The red
solid round scatters show RMSEs of the original prediction data of RMAPS-ST，the green solid triangular scatter points indicate RMSEs of

the original forecast data of ECMWF-IFS，the yellow solid triangular line shows the RMSE of the result of equal-weight integration，the blue

star solid line is the RMSE of linear regression integration results，the solid line with red dots is the RMSE of the integration result of the

XGBoost machine learning method. "×" represents the mean. a. August 2017，b. August 2018，c. January 2019，d. February 2019）
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原集成误差无明显优势（图 5c）。冷季 2019年 2月

00—15时平原误差相对较小，其他时刻平原集成误

差无明显优势（图 5d）。总的来说，分地形训练后山

区与平原间误差差距不大，平原误差相对较小。

3.4.2    2 m相对湿度

图 6的 2 m相对湿度观测值变化趋势呈“V”

型，与冷季误差（图 6c、d）变化趋势相似，暖季误差

（图 6a、b）相对分散，变化不明显。整体来看，采用

不同方法集成以后模式预报的 2 m相对湿度均方

根误差明显降低。从暖季的均方根误差趋势可以

看出，XGBoost和线性回归集成对数值预报的集成

订正效果非常好，且三者中 XGBoost集成效果优于

线性回归，线性回归优于等权重平均。冷季，3种方

法的集成效果基本持平，均方根误差趋势与原始预

报的误差趋势相同，且冷季日变化呈明显的“V”

型。冷季 1月（图 6c）07时为均方根误差低谷（4.42%），

23时为误差峰值（17.93%）；冷季 2月（图 6d）07时

为均方根误差低谷（ 7.13%） ， 00时为误差峰值

表 1    缩写词及含义
Table 1    Abbreviations and meanings

指标 缩写词 含义

等权重平均误差 EWA_AVG 24个时刻等权重误差平均值

线性回归平均误差 GLAR_AVG 24个时刻线性回归误差平均值

XGBoost平均误差 XGB_AVG 24个时刻XGBoost误差平均值

原始最优预报平均误差 ORI_MIN_AVG 24个时刻对应的原始最优成员预报误差平均值

等权重平均提高百分比 EWA_RATE
(ORI_MIN_AVG−EWA_AVG)

ORI_MIN_AVG
×100%

线性回归提高百分比 GLAR_RATE
(ORI_MIN_AVG−GLAR_AVG)

ORI_MIN_AVG
×100%

XGBoost提高百分比 XGB_RATE
(ORI_MIN_AVG−GLAR_AVG)

ORI_MIN_AVG
×100%

表 2    三种方法对地面 2 m气温集成预报的结果
Table 2    Results of integrated surface 2 m air temperature prediction by three methods

测试集
RMSE每时刻平均值（℃） 集成预报RMSE相对于原始RMSE最小值的变化百分比（%）

ORI_MIN_AVG EWA_AVG GLAR_AVG XGB_AVG EWA_RATE GLAR_RATE XGB_RATE

201708 1.95 1.89 1.67 1.60  3.20 14.06 18.09

201808 1.80 1.72 1.63 1.48  4.00  9.12 17.64

201901 2.73 2.78 2.67 2.43 −2.05  2.12 11.02

201902 2.16 2.25 2.08 1.91 −3.97  3.64 11.39
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Fig. 4    Continued
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（23.10%）。相比之下，冷季集成以后的日变化比暖

季明显。

表 3是 2 m相对湿度采用 3种方法集成前后的

误差变化情况。可以看出，XGBoost集成在 2018年

暖季的预报效果相对于原始预报数据提高 15.48%，

而线性回归在 2017年暖季提高 8.57%；冷季XGBoost
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图 5    2 m 气温集成误差 （P_ 代表平原，M_ 代表山区；其他同图 4）

Fig. 5    Integration errors of 2 m temperature training in mountain and plain
（The P_ represent plains，and M_ represent mountainous；Others are the same as Fig. 4）
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集成相较于传统线性回归集成方法优势较小，1月

XGBoost集成提高 7.15%，线性回归集成方法提高

4.6%；2月 XGBoost集成提高 6.80%，线性回归集

成方法提高 5.90%。等权重平均分配集成在暖季和
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图 6    同图 4，但为 2 m相对湿度

Fig. 6    Same Fig. 4 but for 2 m relative humidity
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冷季 2月逊于原始预报中的最优预报。

为了进一步研究相对湿度集成误差，分别对北

京山区和平原进行集成试验（图 7）。2017年暖季

12—23时平原的 3种集成误差相对较小，其他时刻

山区误差相对较小，但差异不明显（图 7a）。2018年

暖季 11—23时山区的集成误差相对较小，其他时

刻山区与平原的误差基本一致（图 7b）。冷季 1月

12—23时山区集成误差相对较小明显，其他时刻平

原与山区误差基本一致（图 7c）。冷季 2月 07—

13时平原误差相对较小，其他时刻平原集成误差无

明显优势（图 7d）。总的来说，分地形训练后山区与

平原误差差距不大。

3.4.3    10 m风速

10 m风速观测值变化趋势整体平缓，与误差趋

势基本一致；集成误差结果显示风速的日变化没有

随季节变化发生较大波动，保持平稳（图 8）。其中，

ECMWF-IFS对 10  m风速的原始预报明显优于

RMAPS-ST，等权重平均分配集成效果在两种原始

表 3    三种方法对 2 m相对湿度集成预报的结果
Table 3    Results of integrated 2 m relative humidity prediction by three methods

测试集
RMSE的每时刻平均值（%） 集成预报RMSE相对于原始RMSE最小值的变化百分比（%）

ORI_MIN_AVG EWA_AVG GLAR_AVG XGB_AVG EWA_RATE GLAR_RATE XGB_RATE

201708 11.48 13.44 10.49   9.94 −17.10 8.57 13.36

201808 10.21 11.05   9.41   8.63  −8.24 7.90 15.48

201901 10.43 10.34   9.95   9.68    0.83 4.60  7.15

201902 12.19 12.52 11.47 11.36  −2.70 5.90  6.80
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Fig. 6    Continued
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数值预报之间。XGBoost和线性回归分配集成方

法效果明显优于原始预报，并且 XGBoost集成方法

最好，暖季误差在 1.0 m/s以下，2017年的 21时和

2018年的 13时分别为 0.69  （ 图 8a）和 0.67  m/s

（图 8b）。
从表 4的结果可以看出，2017年暖季 XGBoost

集成方法相对于原始最优预报数据的预报能力提

高 33.22%，线性回归方法提高 26.60%，2018年暖

 

(a)

(b)

(c)

R
M

S
E

 (
%

)
R

M
S

E
 (

%
)

R
M

S
E

 (
%

)

00:00 02:00 04:00 06:00 08:00 10:00 12:00 14:00 16:00 18:00 20:00 22:00 UTC

00:00 02:00 04:00 06:00 08:00 10:00 12:00 14:00 16:00 18:00 20:00 22:00 UTC

00:00 02:00 04:00 06:00 08:00 10:00 12:00 14:00 16:00 18:00 20:00 22:00 UTC

18

16

14

12

10

13

12

11

10

8

9

7

6

16

14

12

10

8

6

4

P_EWA

M_EWA

P_GLAR

M_GLAR

P_XGB

M_XGB

P_EWA

M_EWA

P_GLAR

M_GLAR

P_XGB

M_XGB

P_EWA

M_EWA

P_GLAR

M_GLAR

P_XGB

M_XGB

图 7    同图 5，但为 2 m相对湿度

Fig. 7    Same Fig. 5 but for 2 m relative humidity
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季与 2017年暖季结果基本相同。冷季的集成结果

相对于暖季较差，1月 XGBoost方法提高 32.19%，

线性回归方法提高 27.47%；2月 XGBoost方法提

高 31.23%，线性回归方法提高 24.79%。由于两种
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Fig. 8    Same Fig. 4 but for 10 m wind speed
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模式的性能差异较大，ECMWF-IFS的误差明显低

于 RMAPS-ST，等权重平均集成以后的误差介于两

个模式原始预报误差之间。因而，等权重集成相对

于原始模式的最优预报（ECMWF-IFS预报）而言，

增大了误差，但采用线性回归和 XGBoost可以很好

地解决该问题，集成以后的预报优于原始最优预报

（ECMWF-IFS预报），其中 XGBoost集成效果更佳。

分山区和平原的集成试验得到的风速集成误

差如图 9所示。2017和 2018年暖季，除个别时刻

（2017年的 10—11时、2018年的 03—12时）外，平

原误差明显低于山区（图 9a、b）。冷季 1和 2月的

平原误差也明显低于山区（图 9c、d）。
3.4.4    10 m风向

使用订正后的 10 m东西（U）和南北（V）风分量

进行风向集成。从图 10风向观测值可以看出，风

向在 05—09时较集中，风向预报误差较小，其他时

刻风向值较分散，误差较大。参考中国气象局的风

向检验标准《QX/T 229—2014风预报检验方法》，

表 4    三种方法 10 m风速集成预报结果
Table 4    Results of integrated prediction of 10 m wind speed by three methods

测试集
RMSE的每时刻平均值（m/s） 集成预报RMSE相对于原始RMSE最小值的变化百分比（%）

ORI_MIN_AVG EWA_AVG GLAR_AVG XGB_AVG EWA_RATE GLAR_RATE XGB_RATE

201708 1.23 1.49 0.90 0.82 −21.06 26.60 33.22

201808 1.12 1.54 0.83 0.75 −36.72 26.60 33.19

201901 1.60 1.82 1.16 1.07 −13.41 27.47 32.91

201902 1.36 1.60 1.03 0.94 −17.60 24.79 31.23
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对风向使用平均绝对误差进行结果检验。从图 10
可见，RMAPS-ST和 ECMWF-IFS原始数值预报误

差基本相同，且两种原始预报数据有明显“V”型日

变化。2017年暖季 08时的 RMAPS-ST原始预报

最小误差为 64.69°，XGBoost可使最小误差降低到

57.90°（图 10a），2018年暖季 08时的 ECMWF-IFS
原始预报最小误差为 63.97°，XGBoost可使最小误

差降低到 61.41°（图 10b），冷季 1月 07时的RMAPS-
ST原始预报最小误差为 60.0°（图 10c），冷季 2月

08时的 RMAPS-ST原始预报最小误差为 56.77°，
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Fig. 9    Same Fig. 5 but for 10 m wind speed
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XGBoost可使最小误差降低到 52.14°（图 10d）。

从表 5风向的误差统计可以看出，线性回归法

相对于原始风向最优预报在 2018年暖季和冷季

2月误差增大。XGBoost相对于线性回归和等权重
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Fig. 10    Same Fig. 4 but for 10 m wind direction
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法有明显优势，XGBoost在 2017年暖季预报效果提

高 6.71%，等权重提高 2.18%。2018年暖季XGBoost
提高 4.1%，等权重下降了 2.43%。冷季 1月，XGBoost
提高 8.23%，等权重提高 0.85%。冷季 2月，XGBoost
提高 7.75%，等权重提高 2.65%。总的来说XGBoost
集成效果是最好的。

分山区和平原的集成试验得到的风向集成误

差结果如图 11所示。可以看出，风向集成以后误

差在平原有明显“V”型日变化，每日 08时前后误差

最小，但山区“V”型日变化不再明显，每日 12—
23时误差变化比较平缓。平原和山区对比来看，

2017年暖季（图 11a）04—11时平原集成误差相对

较小，13—23时山区误差相对较小，其他时刻平原

与山区误差基本一致。2018年暖季（图 11b）16—
23时山区集成误差相对较小，与平原误差差距不

大。冷季 1月（图 11c）04—13时平原的集成误差明

显较小，16—23时山区等权重和 XGBoost集成误

差相对较小，其他时刻平原与山区误差无明显差距。

表 5    三种方法对 10 m风向集成预报的结果
Table 5    Results of integrated 10 m wind direction prediction by three methods

测试集
MAE的每时刻平均值（°） 集成预报MAE相对于原始MAE最小值的变化百分比（%）

ORI_MIN_AVG EWA_AVG GLAR_AVG XGB_AVG EWA_RATE GLAR_RATE XGB_RATE

201708 81.19 79.41 80.36 75.74  2.18  1.02 6.71

201808 80.03 81.97 83.67 76.74 −2.43 −4.56 4.10

201901 77.03 76.37 76.85 70.69  0.85  0.23 8.23

201902 74.67 72.69 75.93 68.88  2.65 −1.69 7.75
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冷季 2月（图 11d）04—15时平原集成误差相对于

山区明显变小，17—23时山区的 XGBoost集成误

差相对较小。总的来说，在原始预报误差相对较

小的时刻，即“V”型谷底时，平原的集成误差相对

较小，原始预报误差相对较大时，山区误差相对

较小。
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Fig. 11    Same Fig. 5 but for 10 m wind direction
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4    结论与讨论

采用传统统计集成方法（等权重平均法、线性

回归法）和机器学习方法（XGBoost）对 2 m气温、

2 m相对湿度、10 m风速、10 m风向进行了集成预

报试验，结果表明：

（1）传统集成方法中等权重集成能较好地拟合

数值预报成员，但是基本不会超过最优的单一数值

预报成员。对于 10 m风速来说，等权重集成的误

差最大，平均误差为 1.49—1.82 m/s，订正效果相对

不佳。

（2）机器学习方法 XGBoost对常规气象要素

（2 m气温、10 m风速）来说有较好的集成预报效

果，其结果明显优于两种传统集成方法。对 2 m气

温集成的误差相对于原始预报数据减小 11.02%—

18.09%，10 m风速集成误差相对于原始预报数据

减小 31.23%—33.22%。对于冷季 2 m相对湿度的

集成，XGBoost与等权重和线性回归方法相当。使

用 XGBoost对订正后的 U、V 风分量合成风向预报

后，结果明显优于传统方法，误差减小 4.1%—8.23%。

（3）在分地形试验时，2 m气温和相对湿度在山

区和平原误差差距不大，平原集成误差相对较小。

10 m风速的平原集成误差明显低于山区的集成误

差。当 10 m风向的原始预报误差相对较小时，平

原集成误差明显小于山区，原始预报误差相对较大

时，山区的集成误差相较于平原小。

XGBoost之所以表现相对最优，是因为本质上

XGBoost是树形算法的集合，是在特征维度上对样

本进行处理，训练过程中对每一个特征进行划分比

较，最终训练出最优的切分特征，训练好的树形算

法更接近于人类的思维方式，而传统等权重和线性

回归法是在样本维度上对所有特征分配一个权重

从而得到最终结果。

ECMWF-IFS原始预报误差常小于 RMAPS-
ST的原始预报误差，如果单独使用 ECMWF-IFS预

报进行集成可能会更优，但为了增加空间和时间上

的样本量（RMAPS-ST每 3 h更新循环，ECMWF-
IFS每天 00、12时循环预报），也为了增加不同数

据源（不同模式）以符合机器学习对大数据多样性

特征（离散特征）的基本要求，以构建更为科学合

理、误差特征更稳定的数值预报集成订正模型，所

以采用了两个完全独立的数值预报模式（全球模式

和区域模式），并采集了每个模式在有效预报时间

内的全部预报，从而构建出用于集成试验的原始数

值预报数据集。

通过常规气象要素模式集成试验可以看出  ，
XGBoost体现了机器学习的优势，对于多数气象要

素而言，XGBoost误差比传统集成方法明显降低。

为了进一步验证试验结果的可靠性，在今后的试验

中，应采用细致划分地形以及进行更全面的滚动集

成模型构建和对比试验。
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